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 록
학술지 논문의 효율 인 리  검색을 한 주요 요소인 키워드는 통제키워드와 비통제키워드로 구분할 수 

있다. 그러나 재 국내 데이터베이스에서 부분의 학술지 논문에는 비통제키워드인 자키워드만이 부여되어 
있을 뿐, 망라 인 탐색을 돕는 통제키워드로서 디스크립터는 제공되지 않고 있다. 이 연구에서는 해외 데이터베이스의 
학술지 논문에 부여된 통제키워드를 학습한 분류기를 사용하여, 국내 학술지 논문에 디스크립터를 자동 할당하는 
실험을 수행하 다. 그 결과, 국외 데이터베이스의 디스크립터 학습을 통해 문 록이 있는 국내 학술지 논문에 
통제키워드를 자동 할당할 수 있는 가능성을 확인하 다. 한, 다양한 분류기  분류기 결합을 통하여 이러한 
디스크립터 자동 할당의 성능 향상을 모색하 다.

ABSTRACT
As a major factor for efficient management and retrieval of the articles in databases, keywords 

are classified into uncontrolled keywords and controlled keywords. Most of Korean scholarly databases 
fail to provide controlled vocabularies to indexing research articles which help users to retrieve relevant 

papers exhaustively. In this paper, we carried out automatic descriptor assignment experiments 
to Korean articles using automatic classifiers learned with descriptors in international database. 
The results of the experiments show that the classifier learning with descriptors in international 

database can potentially offer controlled vocabularies to Korean scholarly articles having English 
abstracts. Also, we sought to improve the performance of automatic descriptor assignment using 
various classifiers and combination of them.
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1. 서 론

1.1 연구의 필요성  목

1960년 에 시작된 비통제색인(자연언어색

인)과 통제색인(통제언어색인 는 주제색인) 

간의 우 에 한 논의는 1980년 에 와서 양자

를 함께 사용하는 복합시스템이 가장 이상 이

라는 합의에 도달하 다. 그러나 1990년  반 

이후 인터넷의 등장으로 상용 검색엔진을 통한 

검색이 보편화되면서 새로운 문제가 제기되었

다. 다양한 언어와 주제, 유형들로 존재하는 엄

청난 규모의 정보자원을 상으로 검색이 이루

어지는 웹 환경에서는 한 통제어휘표(시소

러스, 주제명표목표, 온톨로지 등)를 이용하여 

모든 자원을 색인하는 것은 거의 불가능에 가깝

다. 이에 따라 웹 환경에서는 기계 으로 자동 

추출된 비통제키워드를 사용한 검색이 보편화

되었고, 막 한 시간과 비용 문제로 인하여 통

제키워드에 기 한 검색은 상 으로 소홀하

게 다루어지고 있다.

그러나 인터넷이 화된 1990년  이후에

도 여러 학자들이 통제언어와 비통제언어(자연

언어)를 사용하는 검색을 서로 비교하는 연구

를 지속 으로 수행한 결과에 따르면, 두 가지 

유형의 언어를 모두 사용하는 것이 더 효과

이라는 결론에 이르고 있다(Gross and Taylor 

2005; Kipp 2005; McCutcheon 2009; Rowley 

1994; Tillostson 1995; Voorbij 1998). 특히, 학

술 데이터베이스의 탐색과 활용 측면에서 통제

키워드의 필요성과 유용성은 의심의 여지가 없

는 사실이다. 통제키워드는 특정한 개념에 한 

다양한 표 들을 표 용어로 일 성 있게 표

하므로 특정 주제에 한 정보자료를 망라

으로 검색할 수 있다는 고유의 장 을 갖는다. 

따라서 웹 환경에서도 부분의 해외 학술 데

이터베이스들은 이러한 두 가지 유형의 언어로 

작성된 키워드를 상호보완 으로 제공하여, 양

자의 장단 을 보완하여 검색을 수행할 수 있도

록 하고 있다. 특히, CSA Illumina, DIALOG, 

EBSCO, ProQuest 등 표 인 해외 데이터

베이스 서비스들은 자연언어 색인과 통제언어 

색인을 함께 채택하고 있다. 이 게 함으로써 

이용자가 익숙한 언어를 선택할 수 있도록 하고 

있으며, 한 두 가지 언어를 모두 사용하여 망

라 인 검색이 가능하도록 한다(정 미, 2012, 

38). 해외 학술 데이터베이스의 경우 학술지 논

문의 색인작업은 크게 두 가지 경로로 이루어진

다. 첫째, 컴퓨터가 입력문헌의 텍스트를 분석

하여 문헌의 내용을 표하는 키워드(자연언어 

색인어)를 일정한 기 에 의해 기계 으로 추

출한다. 둘째, 색인 문가는 해당 문헌의 내용

을 분석하여 다루고 있는 주제를 단한 다음, 

통제어휘집에서 이를 표 할 수 있는 한 디

스크립터(통제언어 색인어)를 부여한다. 

그러나 국내 학술 데이터베이스들은 색인

문가  통제어휘표의 부재라는 근본 인 문제

로 인하여 학술지 논문에 한 통제키워드(디

스크립터, 주제명 등)가  제공되지 않고 있

는 상황이다. 국내 학술 데이터베이스의 색인어 

필드에서 제공하고 있는 색인어는 모두 자키

워드로서 비통제 색인어이다. 자연언어 색인으

로서 자키워드는 동일한 개념을 자에 따라 

여러 개의 다른 용어로 표 하고 있는 경우가 

많아, 동일한 개념을 표 하는 모든 용어들과 

어형이 다른 용어들을 모두 검색어로 사용해야
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만 련된 모든 정보자료의 검색이 가능한 문제

가 있다(김 , 이재윤 2012). 이러한 상황에

서 색인 문가 측면에서는 보다 효율 으로 많

은 문헌을 빠른 시간 내에 일 성 있게 색인하

고, 이용자 측면에서는 원하는 정보를 주제 

는 개념 측면에서 근할 수 있도록 하기 한 

통제키워드의 제공에 한 필요성이 커지고 있

다. 그러나 부분의 국내 학술 데이터베이스에

서 통제키워드를  제공하지 않고 있는 상황

에서, 지 까지 색인 문가에 의해 으로 수

행되어 온 이러한 역할을 일부 체하거나 효과

으로 지원할 수 있는 방법을 극 으로 모색

할 필요가 있다. 이러한 측면에서 본 연구는 ‘독

서(reading)’ 분야를 상으로 해외 데이터베이

스의 학술지 논문에 부여된 통제키워드를 자동

으로 학습하여, 문 록이 있는 국내 학술지 

논문에 디스크립터를 자동 할당할 수 있는 가능

성을 확인해 보고자 한다. 한, 다양한 분류기

와 이들 분류기의 결합을 통해 이러한 디스크립

터 자동 할당의 성능을 향상시킬 수 있는 방안

을 제시하고자 한다.

1.2 선행 연구

웹 환경에서도 이미 학술정보의 검색에서 비

통제키워드와 통제키워드의 상호보완 인 사

용이 가장 효율 이라는 여러 학자들의 연구 

결과가 보고되었음에도 불구하고(Chan 2000; 

Gross and Taylor 2005; McCutcheon 2009; 

Voorbij 1998), 재까지 국내 학술 데이터베이

스의 학술지 논문 검색환경에서 통제키워드를 

제공하기 한 시도는 거의 없었다. 더구나, 색

인 문가와 한 통제어휘표의 부재라는 근

본 인 문제를 해소하면서 국내 학술 데이터베

이스의 검색 환경에서 통제키워드를 제공할 수 

있는 방안을 제시한 연구는 찾아보기 힘든 상황

이다. 본 연구에서는 국내외에서 수행된 학술지 

논문에 한 통제키워드의 자동 할당을 한 연

구들을 크게 두 가지 유형으로 구분하 다. 먼

 국내에서 수행된 텍스트 범주화 기법을 사용

하여 학술지 논문에 통제키워드(디스크립터, 주

제명, 범주명)를 자동 할당하기 한 연구들이 

있다. 다음으로 국외에서 수행된 텍스트 범주화 

기법에 기 한 문헌(신문기사, 국제기구 문서 

등)에 통제키워드를 자동 할당하기 한 연구

들이 있다.

국내 학술지 논문을 상으로 통제키워드의 

자동 할당을 모색한 연구는 2006년부터 시작되

었다고 볼 수 있다. 김 은 2006년 국내 최

로 기계학습 기반의 근법을 사용하여 국내 학

술지 논문에 통제키워드(디스크립터)를 자동 

할당하기 한 효율 인 방안을 자질선정, 학습

집합의 규모, 분류기 등 다양한 측면에서 검토하

다(김  2006a; 2006b; 2008). 한, 김

과 이재윤(2007; 2012)은 국내 학술지 논문

에 디스크립터를 자동 할당하는 과정에서 실용

으로 활용이 가능한 미분류 문헌을 활용하는 

방안을 제시하 고, 최근에는 재 국내 부분

의 학술 데이터베이스에서 통제키워드 신 제

공되고 있는 자키워드(비통제키워드)의 재분

류를 통하여 디스크립터(통제키워드)를 자동 

할당하는 방안을 제안한 바 있다. 이처럼 김

과 이재윤은 텍스트 범주화(문헌의 자동분류)

를 한 기계학습 근법에 기반하여 색인 문

가와 통제어휘표 없이도 학술지 논문에 통제키

워드로서 디스크립터를 자동 할당할 수 있는 방
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안을 여러 측면에서 모색하 다. 이외에 이용구

(2012)는 국내 학술지 논문으로 구성된 KTSET 

(김성  외 1994)을 상으로 서로 다른 언어

로 작성된 문헌의 자동분류를 하여 여러 교차

언어 텍스트 범주화(CLTC: Cross-Language 

Text Categorization) 방법들을 용한 결과, 

학습집단 번역방법의 분류 성능이 비교  좋은 

것으로 보고하 다. 

국외에서 텍스트 범주화 기법에 기반하여 문

헌에 통제키워드를 자동 할당하기 한 연구는 

1990년  이후 기계학습 알고리즘을 기반으로 

문가시스템, 미분류 문헌, 외부 정보(WordNet, 

Wikipedia 등)를 활용하는 등의 다양한 응용과 

시도가 이루어졌다(김 , 이재윤 2012, 4-5). 

한, 최근에는 교차언어 정보검색(Cross-Lan- 

guage Information Retrieval: CLIR) 근법

에 기 하여 문헌에 통제키워드를 자동 할당하

는 교차언어 텍스트 범주화에 한 연구가 활

발히 수행되고 있다(Bel, Koster and Villegas 

2003; Olsson, Oard and Hajic 2005; Rigutini, 

Maggini and Liu 2005; Wei et al. 2014; Wu 

and Oard 2008). 기존의 텍스트 범주화 기법들

은 단일언어로 작성된 문헌을 상으로 하지만, 

교차-언어 텍스트 범주화는 서로 다른 언어로 

작성된 문헌을 상으로 텍스트 범주화를 수행

한다. 즉, 하나의 언어(주로 어)로 작성된 문

헌에 부여된 범주를 학습한 결과로서 범주가 부

여되지 않은 다른 언어(이탈리아어, 스페인어, 

체코어, 국어 등)로 작성된 문헌에 합한 범

주를 할당하는 것이다. 

그러나 교차-언어 텍스트 범주화의 문제 은 

기계번역, 사 -기반, 말뭉치-기반 등의 방법에 

기 하여 미분류된 문헌을 번역하는 과정에서 

요구되는 시간과 비용에 비하여, 언어와 문화

의 차이로 인한 오류와 정보 손실(information 

loss)이 상당히 크다는 것이다(Guo and Xiao 

2012; Wei, Lin and Yang 2011). 지 까지 다

양한 측면에서 이러한 문제를 해소하기 한 방

안을 제시하는 많은 연구들이 보고되고 있지만 

여 히 서로 다른 언어를 번역하는데 막 한 시

간과 비용을 필요로 한다는 문제 을 내재하고 

있다. 한, 부분의 교차-언어 텍스트 범주화 

연구에서는 분류 상을 뉴스 기사로 구성된 실

험문헌 집합으로 하고 있어, 아직까지 학술지 

논문을 상으로 하는 연구는 찾아보기 힘들다.

따라서 본 연구는 학술지 논문을 상으로 하

나의 언어( 어)로 작성된 문헌에 부여된 통제

키워드(범주명)를 학습하여 다른 언어(한국어)

로 작성된 문헌에 디스크립터를 자동 할당하는 

실험을 수행하 다. 특히, 이러한 실험은 색인

문가  통제어휘표의 부재로 인해 통제키워

드는 없지만 부분의 학술지 논문에 한 어 

제목과 록 필드가 제공되고 있는 국내 데이터

베이스의 실을 반 하여, 투자 비 효율이 

떨어지는 번역 과정을 필요로 하지 않는 기계학

습 근법에 기 하 다.

언어뿐만 아니라 출처가 다양한 해외 데이터

베이스의 논문들을 학습집합으로 사용하여 국

내 논문을 자동으로 분류하는 문제는 일반 인 

자동분류에 비해서 좋은 성능을 얻기가 쉽지 않

다. 따라서 분류 성능을 향상시키기 한 추가 

략이 필요하다. 기계학습을 통한 자동분류의 

성능을 향상시키기 한 략은 용어 가 치 활

용이나 자질 선정(김  2008; 이재윤 2005), 

WordNet이나 Wikipedia와 같은 외부 자원의 

활용(김용환, 정 미 2012; 정은경 2007), 미분
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류 학습문헌의 활용(김 , 이재윤 2007), 여

러 분류기의 정 결과를 조합하는 분류기 결

합(송성 , 정 미 2012; 유호 , 정 미 2008) 

등이 사용된다. 이 에서 외부 자원을 추가로 

필요로 하지 않고 실험에 사용된 자원과 조건만

으로 수행이 가능한 분류기 결합 방법을 채택하

여 성능 향상 실험을 추가로 실시해보았다.

2. 분류 실험 설계

본 연구에서 실험집단에 한 사 처리와 자

질선정을 한 로그램은 Python  Visual 

FoxPro로 구 된 로그램을 사용하 고, 국내 

학술지 논문에 한 통제키워드 자동 부여 실험

을 한 로그램(분류기)은 공개된 기계학

습 실험 패키지인 WEKA Version 3.6(Witten, 

Frank and Hall 2011)을 사용하 다.

2.1 실험 데이터

디스크립터 자동부여를 한 데이터 집합의 

구성에서 세 가지 기본 인 요소는 문헌집합

(collection), 디스크립터(descriptors), 분류자

질이다(김  2006a). 본 연구의 실험을 해 

비한 세 요소의 구체 인 내용은 다음과 같다.

첫째, 문헌집합은 ‘독서’ 역을 상으로 2013

년 7월에 국내외의 표 인 학술 데이터베이

스에서 직  검색한 결과를 사용하 다. 국외 

학술 데이터베이스(LISTA)와 국내 학술 데이

터베이스(RISS)의 검색문헌 집합에 기 하여 

구성한 실험문헌 집합의 세부 내용은 <표 1>과 

같다. 즉 학습집합은 국외 학술 데이터베이스

(LISTA)에서 검색된 1,809건의 제목과 록, 

통제키워드 필드에 기 하여 구성하고, 검증집

합은 국내 학술 데이터베이스(RISS)에서 검색

된 한국어 학술지 논문 798건의 문 제목과 

문 록 필드로 구성하 다. 

둘째, 통제키워드로서 디스크립터는 국외 학

술 데이터베이스(LISTA)의 검색 결과에서 ‘SU 

(Subject Terms)’ 필드에 출 한 통제키워드

를 사용하 다. 본 실험에서 사용된 상  10개

의 통제키워드는 ‘WRITING’, ‘TEACHER- 

librarians’, ‘SCHOOL libraries’, ‘PUBLIC 

libraries’, ‘READING comprehension’, 

‘READERS’, LITERACY, ‘CURRICULA 

(Courses of study)’, ‘BIBLIOTHERAPY’, 

‘BOOKS’이다. 이들 통제키워드가 할당된 문헌

은 검색어인 ‘reading’이 출 한 학습문헌 1,809건 

에서 479건이었으며 나머지 1,330건은 이들이 

할당되지 않았다. 10종 디스크립터의 할당 교차

표는 <표 2>와 같다.

이들 통제 키워드 10개를 검증집합 798건에 

해 수작업으로 부여하 다. 연구자 2인이 각

자 부여한 후 의견이 불일치된 경우는 상의하여 

조정한 결과로 <표 3>과 같이 할당되었다. 체 

구분 DB 질의어 검색문헌수 발행연도 상 필드

학습집합 LISTA reading 1,809 2000년 - 2013년 제목, 록, 통제키워드

검증집합 RISS 독서 798 2000년 - 2013년 문 제목, 문 록

<표 1> 실험문헌 집합 
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C1 C2 C3 C4 C5 C6 C7 C8 C9 C10 UC 계

C1 - Writing 25 0 1 1 1 0 1 0 0 3 0 32

C2 - Teacher-Librarians 0 60 10 1 7 1 12 1 0 0 0 92

C3 - School Libraries 1 10 62 3 1 0 10 0 0 6 0 93

C4 - Public Libraries 1 1 3 128 1 1 7 0 4 2 0 148

C5 - Reading Comprehension 1 7 1 1 41 1 4 1 0 1 0 58

C6 - Readers 0 1 0 1 1 32 3 0 1 3 0 42

C7 - Literacy 1 12 10 7 4 3 111 1 0 6 0 155

C8 - Curricula 0 1 0 0 1 0 1 17 1 0 0 21

C9 - Bibliotherapy 0 0 0 4 0 1 0 1 17 0 0 23

C10 - Books 3 0 6 2 1 3 6 0 0 68 0 89

UC - 미할당 0 0 0 0 0 0 0 0 0 0 1330 1330

계 32 92 93 148 58 42 155 21 23 89 1330 1809

<표 2> 학습문헌의 10종 디스크립터 할당 교차표

C1 C2 C3 C4 C5 C6 C7 C8 C9 C10 UC 계

C1 - Writing 22 0 0 0 9 0 11 3 1 0 0 46

C2 - Teacher-Librarians 0 37 13 5 3 2 4 5 0 1 0 70

C3 - School Libraries 0 13 35 2 1 0 4 4 1 1 0 61

C4 - Public Libraries 0 5 2 65 0 4 1 0 0 4 0 81

C5 - Reading Comprehension 9 3 1 0 76 7 31 10 0 0 0 137

C6 - Readers 0 2 0 4 7 60 6 1 1 2 0 83

C7 - Literacy 11 4 4 1 31 6 76 9 1 0 0 143

C8 - Curricula 3 5 4 0 10 1 9 36 0 0 0 68

C9 - Bibliotherapy 1 0 1 0 0 1 1 0 20 0 0 24

C10 - Books 0 1 1 4 0 2 0 0 0 27 0 35

UC - 미할당 0 0 0 0 0 0 0 0 0 0 466 466

계 46 70 61 81 137 83 143 68 24 35 466 798

<표 3> 검증문헌에 한 디스크립터 수작업 할당 결과 교차표

798개 문헌 에서 가장 많은 143개 문헌에 할

당된 디스크립터는 C7인 ‘Literacy’ 으며, 가

장 은 24개 문헌에 할당된 디스크립터는 C9

인 ‘Bibliotherapy’ 다. 가장 많은 문헌에 할당

된 ‘Literacy’는 다른 디스크립터와 복 할당되

는 경우도 많아서 C5인 ‘Reading Comprehension’

과는 31건, C1인 ‘Writing’과는 11건의 문헌에 

각각 복 할당되었다. 466건의 문헌은 실험에 

사용한 10종의 디스크립터가 할당되지 않았으

며 분류 실험에서 이들 문헌에 디스크립터가 할

당되면 부정 오류(FN: False Negative)로 

정된다. 미할당 문헌을 실험 집합에서 제외할 

수도 있으나 실제 디스크립터 자동 할당 상황과 

최 한 유사하도록 실험 환경을 설정하기 해

서 그 로 포함하 다. 디스크립터를 자동 부여

하는 실제 상황에서는 10종 디스크립터  어느 

하나가 부여되는지 여부를 미리 알 수가 없기 

때문에 아무 것도 부여되지 않을 문헌도 분류기
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에 투입될 수밖에 없기 때문이다.

셋째, 자질선정 측면에서는 실험집합에 속한 

학술지 논문의 어 표제와 록에 출 한 단어 

에서 Porter 스태머를 이용한 어근추출과 불

용어( 치사, 조사, 숫자 등) 제거 차를 거친 

이후, 체 문헌집단에서 6개 이상의 논문에 출

한 키워드를 자질로 선정하여 출 빈도에 기

반한 가 치(logTF × IDF)를 부여한 문헌벡터

를 구성하 다. 

2.2 분류기와 성능 척도

기계학습 기반의 텍스트 범주화를 통한 디스

크립터 자동 할당에서 문헌  자질집합과 함께 

가장 요한 요소는 분류기이다. 본 연구의 목

에 합한 분류기를 선정하기 해 지 까지 

선행연구들에서 주로 사용되어 온 기본 분류기

들을 검토하여, 본 연구의 목 에 합한 것으로 

WEKA Version 3.6(Witten, Frank and Hall 

2011)에서 제공하는 9개 분류기(NB, SVM, VPT, 

RBF, KNN1, ADT10, J48, OneR, Ridor)를 

선정하 다(김 , 이재윤 2012). 

각 분류기의 성능은 분류 정확률과 분류 재

율, 그리고 이들에 기 한 복합 척도인 매크로 

F1  마이크로 F1과 함께, 재 율보다 정확률

에 두 배 요도를 부여하는 매크로 F0.5와 마

이크로 F0.5로도 평가하 다. 정확률을 재 율

보다 요하게 반 하는 이유는 디스크립터 할

당의 경우에 하나의 논문에 여러 개의 디스크립

터가 할당되므로 소수의 디스크립터가 락되

는 경우는 에 잘 띄지 않지만, 잘못된 디스크

립터가 할당된 것은 논문 정보에서 바로 드러나

기 때문이다(김 , 이재윤 2012). 한 분류 

실험의 경우에는 재 율을 향상시키는 것에 비

해서 상 으로 정확률을 향상시키는 것이 어

려운 문제이다. 따라서 디스크립터 할당의 경우

에는 할당된 디스크립터  올바른 디스크립터

의 비율인 정확률이 재 율보다 더 요한 기

이라고 단하여 F0.5 척도를 평가에 함께 사용

하 다.

2.3 실험 단계

9개 분류기의 성능을 비교한 1차 실험에서는 

각 분류기마다 10개 디스크립터가 할당된 어 

학술지 논문의 제목과 록에 출 한 단어 자질

로 학습단계를 수행한 후, 798건의 국내 논문집

합을 상으로 디스크립터 자동 할당을 수행하

여 성능을 비교해보았다. 모든 분류는 각 문헌

에 각 디스크립터의 할당 여부를 정하는 이원

분류 방식으로 수행하 다.

분류기 결합을 시도한 2차 실험에서는 1차 

실험에서 좋은 성능을 보인 분류기를 심으로 

여러 분류기의 정 결과를 결합하는 분류기 결

합 실험을 수행해보았다. 이를 통해 단일 분류

기를 사용한 경우에 비해 더 좋은 성능과 더 안

정 인 성능을 얻을 수 있는지 여부를 살펴보

았다.

3. 단일 분류기 실험

3.1 마이크로 분류 성능 평가

1차 실험에서는 WEKA가 제공하는 9종의 

분류기를 사용하여 10개 디스크립터를 798건의 
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논문에 할당하는 실험을 수행하 다. 실험 결과 

분류기 9종의 마이크로 분류 성능을 <표 4>와 

<그림 1>에 제시하 다.

마이크로 분류 성능은 각 문헌마다 살펴보면

서 할당된 디스크립터를 평가하는 입장에 가깝

다고 할 수 있다. 분류 횟수 비 성능을 기 으

로 하는 마이크로 분류 성능은 다른 디스크립터

에 비해 월등하게 많은 문헌에 부여된 ‘Reading 

Comprehension’이나 ‘Literacy’의 성능에 상당

히 좌우된다. 마이크로 분류 성능 기 으로는 

정확률은 Ridor가 가장 좋았고 재 율은 NB 분

류기가 가장 좋았다. 정확률과 재 율을 같은 

비율로 종합한 마이크로 F1 성능은 SVM이 가

장 좋았으며 NB 분류기, VPT가 그 다음이었

다. 정확률에 두 배 가 치를 두고 종합한 마이

크로 F0.5 성능도 SVM이 가장 좋았으며 VPT

가 2 , NB 분류기가 3 를 차지했다. 학습문헌

과 검증문헌을 동일 데이터베이스의 문헌으로 

구성했던 선행 연구인 김 (2007)의 실험 결

과에서는 학습문헌  검증문헌 비율이 이 연구

와 유사한 2:1인 경우에 SVM과 NB가 0.3  

후반의 성능을 보이고 SVM이 NB보다 약간

더 나은 성능을 보인 것으로 보고되었다(김

 2007, 그림 6). 본 연구의 실험 결과는 학습

NB SVM VPT RBF KNN1 ADT10 J48 OneR Ridor

마이크로 P 0.2573 0.3547 0.3497 0.2168 0.2766 0.4310 0.4762 0.1972 0.6923

마이크로 R 0.6233 0.4031 0.2203 0.0683 0.0859 0.1101 0.1101 0.0308 0.0198 

마이크로 F1 0.3642 0.3773 0.2703 0.1039 0.1311 0.1754 0.1789 0.0533 0.0385 

마이크로 F0.5 0.2915 0.3634 0.3129 0.1511 0.1916 0.2723 0.2860 0.0949 0.0889 

(  친 부분은 해당 평가 기 의 최고 성능)

<표 4> 분류기 9종의 마이크로 분류 성능 비교

(원의 면 은 마이크로 F1에 비례)

<그림 1> 분류기 9종의 마이크로 분류 성능 비교
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문헌과 검증문헌이 상이한 데이터베이스로 구

성되었음에도 불구하고 거의 유사한 결과를 보

다. 다만 VPT의 경우 김 (2007)의 연구

에서보다 상당히 낮은 성능을 보인 것으로 나

타났다.

마이크로 정확률과 마이크로 재 율을 가로

축과 세로축으로 표 한 <그림 1>을 보면 SVM 

분류기는 정확률과 재 율이 비교  균형잡힌 

성능을 보여주며, NB 분류기는 재 율이 월등

하게 높은 성능을 보인다. 나머지 분류기는 모

두 재 율보다 정확률이 훨씬 높은 성능을 보인

다. 마이크로 정확률이 가장 좋았던 Ridor는 마

이크로 재 율이 최하 로 나타났고 마이크로 

F1과 F0.5도 가장 낮게 나타났는데, 이는 극소

수의 문헌에만 디스크립터를 할당하 기 때문

이다. 이로 미루어볼 때 마이크로 분류 성능을 

기 으로 보면 균형잡인 성능을 얻기 해서는 

SVM이 가장 바람직하며, 부 합 문헌이 다수 

포함되더라도 디스크립터와 련된 문헌을 가

 많이 찾을 수 있게 하려면 NB 분류기도 

좋은 선택임을 알 수 있다. 반면에 각 문헌에 

계없는 디스크립터가 할당되는 것을 최 한 방

지하고 비교  정확한 디스크립터만 할당하기

를 원할 때에는 VPT도 SVM에 버 가게 좋은 

분류기인 것으로 나타났다.

3.2 매크로 분류 성능 평가

소속 문헌이 많은 디스크립터의 성능에 좌우

되는 마이크로 분류 성능과 달리 매크로 분류 

성능은 각 디스크립터의 분류 성능을 균등하게 

평균하여 산출하는 것이므로 문헌을 탐색하는 

입장에서 각 탐색 행 별로 평가하는 입장에 가

깝다고 할 수 있다. 9종 분류기의 1차 실험 결

과 분류기 9종의 매크로 분류 성능은 <표 5>와 

<그림 2>에 제시하 다. 

매크로 정확률은 ADT10이 가장 좋았고 매

크로 재 율은 마이크로 재 율과 마찬가지로 

NB 분류기가 가장 좋았다. 정확률과 재 율을 

같은 비율로 종합한 매크로 F1 성능도 NB 분류

기가 가장 좋았으며 SVM과 VPT가 그 다음이

었다. 정확률에 두 배 가 치를 두고 종합한 매

크로 F0.5 성능에서는 마이크로 F0.5의 경우와 

마찬가지로 SVM이 가장 좋았으며 NB 분류기

와 VPT가 근소한 차이로 2 와 3 를 차지했

다. 매크로 정확률이 가장 좋은 ADT10은 매크

로 재 율이 매우 낮아서 F1과 F0.5 성능에서

는 4 로 려났다. 이는 ADT10이 소극 으로 

은 수의 문헌에만 디스크립터를 할당했기 때

문에 높은 정확률에 비해서 낮은 재 율을 보인 

것으로 해석할 수 있다.

NB SVM VPT RBF KNN1 ADT10 J48 OneR Ridor

매크로 P 0.2698 0.3774 0.3555 0.2284 0.2920 0.4319 0.2835 0.1349 0.0750 

매크로 R 0.5977 0.3598 0.2124 0.0678 0.0993 0.1418 0.1150 0.0465 0.0243 

매크로 F1 0.3537 0.3252 0.2470 0.0824 0.1252 0.1796 0.1486 0.0417 0.0367 

매크로 F0.5 0.2963 0.3327 0.2929 0.1058 0.1586 0.2453 0.2023 0.0578 0.0529 

(  친 부분은 해당 평가 기 의 최고 성능)

<표 5> 분류기 9종의 매크로 분류 성능 비교 
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(원의 면 은 매크로 F1에 비례)

<그림 2> 분류기 9종의 매크로 분류 성능 비교 

매크로 정확률과 매크로 재 율을 가로축과 

세로축으로 표 한 <그림 2>를 보면 <그림 1>

의 마이크로 분류 성능에서와 마찬가지로 SVM 

분류기는 정확률과 재 율이 비교  균형잡힌 

성능을 보여주며, NB 분류기는 재 율이 월등하

게 높은 성능을 보인다. 나머지 분류기는 ADT10

과 마찬가지로 모두 재 율보다 정확률이 훨씬 

높은 성능을 보이므로 디스크립터 할당을 매

우 게 하는 소극 인 분류기인 것으로 단

된다.

각 디스크립터에 해 측정한 분류 성능의 평

균에 해당하는 매크로 분류 성능을 기 으로 하

더라도 균형잡인 성능을 얻기 해서는 마이크

로 분류 성능을 기 으로 살펴보았을 때와 마찬

가지로 SVM이 가장 바람직한 것으로 나타났

다. 부 합 문헌이 다수 포함되더라도 디스크립

터와 련된 문헌을 가  많이 찾을 수 있게 

하려면 역시 NB 분류기도 좋은 선택임을 알 수 

있다. 반면에 각 문헌에 계없는 디스크립터가 

할당되는 것을 최 한 방지하고 비교  정확한 

디스크립터만 할당하기를 원할 때에는 VPT나 

ADT10도 고려할 수 있다.

10종 디스크립터에 한 평균 성능으로 각 

분류기의 성능을 비교하는 것 이외에, 각 디스

크립터에 한 성능이 어떻게 분포되었는가를 

살펴보는 것도 필요하다. 평균 성능이 아무리 

좋더라도 각 디스크립터마다의 성능 편차가 심

해서 일부 디스크립터에 해서는 매우 나쁜 

성능을 보이는 분류기라면 실제로 사용하기에

는 하지 않기 때문이다.

<그림 3>과 <그림 4>는 10개 디스크립터에 

한 9종 분류기의 F1 성능과 F0.5 성능 분포를 

상자 도표로 그린 것이다. 이를 보면 굵은 실선

으로 표시된 앙값이 0에 해당하여 매우 조

한 성능을 보이는 OneR과 Ridor는 고려 상

에서 제외해야 한다. 앙값이 0보다 큰 나머지 

7종의 분류기 에서 상자의 몸통, 즉 50%의 

값이 집  분포된 역이 가장 작은 분류기는 

NB인 것으로 나타났다. 이는 NB 분류기가 각 

디스크립터를 할당하는 성능이 가장 안정 임
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<그림 3> 10개 디스크립터에 한 9종 분류기의 F1 성능 분포

<그림 4> 10개 디스크립터에 한 9종 분류기의 F0.5 성능 분포

을 의미한다. SVM 분류기는 최고값인 성능 분

포의 윗부분이 NB 분류기보다 높고 앙값도 

F0.5에서는 뚜렷하게 높게 나타나서 더 좋은 성

능을 기 할 수 있지만, 최하값인 아랫 수염이 

매우 낮으므로 디스크립터에 따른 성능 편차가 

심하다는 것을 알 수 있다. 매크로 분류 성능 평

균에서 높은 정확률 덕분에 F1과 F0.5 기 으

로 3 와 4 를 차지한 VPT와 ADT10은 최고 

성능과 최  성능의 차이가 매우 크고 분류 성

능이 0인 경우도 있을 정도로 기복이 심한 것으

로 나타났다.

체 으로 매크로 분류 성능 평균과 분포를 

고려하 을 때 SVM 분류기는 정확률과 재 율

이 고르게 높게 나타났으며, NB 분류기는 재

율이 두드러지게 높으면서 안정 인 성능을 보

다. 따라서 문헌마다 부여된 디스크립터를 살

펴보는 경우와 같이 정확률이 요하다면 SVM

을 선택해야 하고, 특정 주제에 한 문헌을 망



502  한국문헌정보학회지 제48권 제3호 2014

라 으로 찾기 해 재 율도 정확률만큼 요

하게 고려한다면 NB 분류기를 선택하는 것이 바

람직하다. 이밖에 VPT도 정확률을 요하게 보

는 인 F0.5 평균 기 으로는 NB 분류기에 

가까운 좋은 성능을 보 고 디스크립터별 F0.5 

성능의 최고 은 가장 높았지만, 디스크립터마

다 성능 편차가 심하다는 단 이 두드러졌다.

4. 분류기 결합 실험

4.1 분류기 결합 략

단일 분류기를 사용한 3장의 실험에서는 SVM 

분류기와 NB 분류기가 좋은 성능을 보 으며 

VPT도 정확률 면에서 가능성이 있는 것으로 

나타났다. 그러나 SVM 분류기는 디스크립터

별 분류 성능의 편차가 다소 크게 나타났으며, 

NB 분류기는 정확률이 낮다는 단 이 있었다. 

따라서 자동분류의 성능 향상을 한 여러 략 

에서 별도의 추가 자원을 사용하지 않고 실험

에 사용된 여러 분류기를 그 로 활용하는 투표 

방식의 분류기 결합을 시도해보았다.

이 연구에서 시도한 결합 분류기는 사  실험

을 거쳐 <표 6>과 같은 다섯 종류를 채택하 다. 

Any_TOP2는 가장 성능이 좋은 NB와 SVM 

분류기를 결합하여 둘  하나라도 특정 문헌에 

디스크립터를 할당하면 최종 할당으로 정하

는 결합 분류기이다. Any_TOP3는 개별 성능 

3  이내에 속하는 NB, SVM, VPT의 세 분류

기  하나라도 특정 문헌에 디스크립터를 할당

하면 최종 할당으로 정하는 결합 분류기이다. 

Any_MID5는 최상  성능을 가진 두 분류기를 

제외하고 간 성능의 분류기 5종(VPT, RBF, 

KNN1, ADT10, J48)을 결합하여 이  하나라

도 특정 문헌에 디스크립터를 할당하면 최종 할

당으로 정하는 결합 분류기이다. Two_TOP3

는 개별 성능 3  이내에 속하는 NB, SVM, 

VPT의 세 분류기  둘 이상의 분류기가 공통

으로 특정 문헌에 디스크립터를 할당하면 최종 

할당으로 정하는 결합 분류기이다. Two_ALL

은 체 9종 분류기  둘 이상의 분류기가 공통

으로 특정 문헌에 디스크립터를 할당하면 최종 

할당으로 정하는 결합 분류기이다.

결합된 분류기 약칭 설명

{NB+SVM} Any_TOP2
∙1, 2  성능 분류기 2종 결합

∙둘  하나라도 해당 문헌에 디스크립터를 할당하면 최종 할당

{NB+SVM+VPT} Any_TOP3
∙1, 2, 3  성능 분류기 3종 결합

∙셋  하나라도 해당 문헌에 디스크립터를 할당하면 최종 할당

{VPT+RBF+KNN1+ADT10+J48} Any_MID5
∙ 간 성능 분류기 5종 결합

∙5종  하나라도 해당 문헌에 디스크립터를 할당하면 최종 할당

2 of {NB+SVM+VPT} Two_TOP3
∙1, 2, 3  성능 분류기 3종 결합

∙셋  둘 이상이 해당 문헌에 디스크립터를 할당하면 최종 할당

2 of {ALL} Two_ALL

∙ 체 분류기 9종 결합

∙9종 분류기  둘 이상이 해당 문헌에 디스크립터를 할당하면 

최종 할당

<표 6> 2차 실험에서 시도한 결합 분류기 5종
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4.2 분류기 결합 실험 결과

결합 분류기 5종의 성능은 단일 분류기 에

서 성능이 가장 좋은 NB 분류기, SVM, VPT

와 비교하여 살펴보았다. 단일 분류기 최상  3

종과 결합 분류기 5종의 마이크로 평균 성능은 

<표 7>에 제시하 고, 매크로 평균 성능은 <표 8>

에 제시하 다. 마이크로 평균 성능과 매크로 

평균 성능 양쪽 모두 가장 성능이 좋은 분류기

는 일치하게 나타났으며 체로 유사한 순 를 

보여 다. 따라서 정확률과 재 율을 각각 가로

축과 세로축으로 반 하는 그림은 <그림 5>와 

같이 매크로 평균 성능만 제시하 다. 정확률의 

경우 최상  분류기 3종의 정을 다수결로 반

하는 Two_TOP3가 가장 좋아서 단일 분류

기  가장 좋은 SVM 분류기의 정확률과 비

교했을 때 마이크로 정확률은 27.0% 향상되었

으며 매크로 정확률은 16.4% 향상되었다. 재

율의 경우 최상  3종 분류기  1종이라도 디

스크립터 할당으로 정하는 경우에 인정하는 

Any_TOP3가 가장 좋았으며 단일 분류기  가

장 재 율이 좋은 NB 분류기의 성능 비 마이

크로 재 율은 42.0%, 매크로 재 율은 43.0% 

향상되었다. 종합 성능인 F1은 최상  2종 분

류기인 NB와 SVM을 결합한 Any_TOP2가 

가장 좋았으며 단일 분류기  마이크로 F1이 

가장 좋은 SVM에 비해서는 7.9% 향상되었고 

매크로 F1이 가장 좋은 NB 분류기에 비해서는 

13.2% 향상되었다. 정확률에 두 배의 가 치를 

두는 F0.5 기 으로는 모든 분류기의 정을 

결합한 Two_ALL이 가장 좋은 성능을 보 으

며 단일 분류기  성능이 가장 좋은 SVM과 

비교했을 때 마이크로 F0.5는 11.6% 향상되었

고 매크로 F0.5는 11.0% 향상되었다. 간 성

능의 분류기 5종을 결합한 Any_MID5는 정확

률과 재 율 양 측면 모두 단일 분류기의 최고 

성능에는 미치지 못하 다.

정확률과 재 율 면에서 각각 단일 분류기 최

고 성능보다 정확률이 향상된 결합 분류기를 보

면 일정한 패턴이 있는 것이 확인된다. 정확률 

면에서 단일 분류기보다 성능이 향상된 결합 분

류기는 Two_TOP3와 Two_ALL로서 셋 이

상의 분류기 에서 둘 이상이 정 정을 하는 

경우에 디스크립터를 할당하는 방식의 결합이 

정확률을 향상시키는데 효과 인 것으로 나타

났다. 재 율 면에서 단일 분류기보다 성능이 향

분류기 마이크로 P 마이크로 R 마이크로 F1 마이크로 F0.5

단일 분류기

NB 0.2573 0.6233 0.3642 0.2915

SVM 0.3547 0.4031 0.3773 0.3634

VPT 0.3497 0.2203 0.2703 0.3129

결합 분류기

Any_TOP2 0.2674 0.8524 0.4072 0.3100

Any_TOP3 0.2575 0.8855 0.3990 0.3001

Any_MID5 0.3082 0.4317 0.3596 0.3269

Two_TOP3 0.4504 0.2797 0.3451 0.4014

Two_ALL 0.4103 0.3877 0.3986 0.4055

(  친 부분은 해당 평가 기 의 단일 분류기 최고 성능보다 좋은 경우)

<표 7> 단일 분류기 성능 최상  3종과 결합 분류기의 마이크로 평균 성능 비교 
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분류기 매크로 P 매크로 R 매크로 F1 매크로 F0.5

단일 분류기

NB 0.2698 0.5977 0.3537 0.2963

SVM 0.3774 0.3598 0.3252 0.3327

VPT 0.3555 0.2124 0.2470 0.2929

결합 분류기

Any_TOP2 0.2752 0.8164 0.4006 0.3139

Any_TOP3 0.2604 0.8549 0.3897 0.2998

Any_MID5 0.3318 0.4459 0.3475 0.3245

Two_TOP3 0.4391 0.2519 0.2917 0.3412

Two_ALL 0.4293 0.3603 0.3488 0.3691

(  친 부분은 해당 평가 기 의 단일 분류기 최고 성능보다 좋은 경우)

<표 8> 단일 분류기 성능 최상  3종과 결합 분류기의 매크로 평균 성능 비교 

<그림 5> 단일 분류기와 결합 분류기의 매크로 정확률과 매크로 재 율 비교

상된 결합 분류기는 Any_TOP3와 Any_TOP2

로서, 최상  성능을 보이는 복수의 분류기  

하나라도 정 정을 하면 디스크립터를 할당

하는 방식의 결합이 재 율을 향상시키는데 효

과 인 것으로 나타났다. 결국 정확률을 향상시

키기에는 셋 이상의 분류기  둘 이상의 정 

정에 따르는 보수 인 ‘Two_’ 방식의 결합 

분류기가 유용하며, 재 율을 향상시키기에는 

좋은 성능을 가진 복수의 단일 분류기  하나 

이상의 정 정에 따르는 극 인 ‘Any_’ 방

식의 결합 분류기가 유용하 다.

종합 성능인 F척도를 살펴보면 Two_TOP3

와 Two_ALL은 F1 기 으로 단일 분류기 최

고 성능보다 좋은 결과를 보 고, 극 인 

‘Any_’ 방식의 결합 분류기인 Any_TOP2와 

Any_TOP3는 정확률을 더 강조하는 F0.5 기
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에서 단일 분류기 최고 성능보다 좋은 결과를 

보 다. 분류기를 결합하는 방식 에서 보수

인 ‘Two_’ 방식의 결합은 재 율을 유지하면서 

정확률을 향상시키는데 효과가 있고, 극 인 

‘Any_’ 방식의 결합은 정확률을 유지하면서 재

율을 향상시키는데 효과가 있기 때문에 종합 

성능인 F척도에서 이런 성향이 나타난 것으로 

해석된다.

결합 분류기의 평균 성능 이외에 각 디스크립

터에 한 성능이 어떻게 분포되었는가를 살펴

보기 해서 10종 디스크립터에 한 F1 성능 

분포를 <그림 6>에, F0.5 성능 분포를 <그림 7>

에 상자 도표로 제시하 다. 앞의 <표 8>에서 매

크로 F1 평균은 결합 분류기인 Any_TOP2와 

     <그림 6> 10개 디스크립터에 한 최상  단일 분류기 3종과 

결합 분류기 5종의 F1 분포

     <그림 7> 10개 디스크립터에 한 최상  단일 분류기 3종과 

결합 분류기 5종의 F0.5 성능 분포
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Any_TOP3가 가장 좋았는데, <그림 6>의 분포

를 보면 두 결합 분류기의 상자 길이가 NB 분

류기보다는 길지만 SVM보다는 짧게 나타나서 

디스크립터별 성능 편차가 심하지 않음을 알 

수 있다. 정확률을 강조한 매크로 F0.5 평균이 

가장 좋았던 Two_ALL과 두 번째로 좋았던 

Two_TOP3는 <그림 7>에서 보듯이 디스크립

터별 F0.5 성능 편차가 다르게 나타났다. 9종 분

류기를 모두 결합하는 Two_ALL은 가장 좋은 

평균 성능을 보 지만 상자의 길이가 매우 길어

서 성능 편차가 큰 것으로 나타났는데, 세 분류

기만 결합한 Two_TOP3는 성능 편차가 상

으로 작게 나타났다. 체로 결합에 동원된 

분류기의 수가 많을수록 성능의 편차가 큼을 알 

수 있다. <그림 6>과 <그림 7>을 보면 분류기를 

둘이나 셋 결합한 경우보다 다섯 혹은 아홉 개 

체를 결합한 경우에 최고 성능과 최  성능의 

차이가 크고 상자의 길이도 길어서 디스크립터

별 성능 차이가 크다. 따라서 안정 인 성능을 

얻으려면 무 많은 분류기를 결합하는 것은 좋

지 않은 략이라고 할 수 있다.

체 으로 매크로 분류 성능 평균과 분포를 

고려하 을 때 재 율을 하시키지 않으면서 

정확률을 향상시키려면 두 종 이상의 분류기가 

정 정하는 경우에 디스크립터를 할당하는 

Two_ALL이나 Two_TOP3를 사용하는 것이 

바람직하며, 이 에서 Two_TOP3가 더 안정

인 성능을 보 다. 반면에 정확률을 하시

키지 않으면서 재 율을 향상시키기 해서는 

Any_TOP2나 Any_TOP3를 사용할 수 있으

며, 이 에서도 더 높은 F1과 F0.5 성능을 보이

는 Any_TOP2를 사용하는 것이 바람직하다.

5. 결 론

최근 국내 학술 데이터베이스는 공공이나 민

간에서 양 으로 크게 발 하고 있다. 데이터베

이스의 유형도 다양하게 분화하여 복수의 국내 

연구데이터 아카이 를 비교하거나(신 란, 정

연경 2012) 국내 인용색인 데이터베이스를 비

교하는 연구(박상근 2013)도 수행되고 있다. 그

러나 가장 기본이 되는 학술논문 데이터베이스

는 양 인 성장에도 불구하고 통제어휘색인과 

같은 핵심 요소를 아직까지 제공하지 못하고 있

다. 이런 한계를 극복하기 해서 본 연구에서

는 해외 학술데이터베이스로부터 통제어휘색인 

정보를 학습하여 국내 학술논문에 통제언어 색

인어로서 디스크립터를 부여하는 실험을 수행

해 보았다. 한, 다양한 분류기와 이들 분류기

의 결합을 통하여 이러한 디스크립터 자동 할

당의 성능을 향상하는 방안을 모색하 다.

실험집합은 독서 역을 상으로 국외 학술 

데이터베이스인 LISTA로부터 검색된 1,809건

의 어 학술 논문과 10개 디스크립터를 학습집

합으로 하고, 국내 학술 데이터베이스인 RISS에

서 검색된 798건의 문 제목과 문 록을 검

증 집합으로 하 다. WEKA에서 제공하는 9종 

분류기를 이용한 1차 실험에서는 SVM 분류기

가 정확률과 재 율이 고르게 높게 나타났으며, 

NB 분류기는 재 율이 두드러지게 높으면서 

안정 인 성능을 보 다. 따라서 문헌마다 부여

된 디스크립터를 살펴보는 경우와 같이 정확률

이 요하다면 SVM을 선택해야 하고, 특정 주

제에 한 문헌을 망라 으로 찾기 해 재 율

도 정확률만큼 요하게 고려한다면 NB 분류

기를 선택하는 것이 더 바람직하다.
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투표 방식의 분류기 결합을 통해 성능 향상을 

시도한 2차 실험에서는 매크로 정확률과 매크

로 재 율이 각각 최고 16.4%와 43.0% 향상되

는 효과를 얻었다. 정확률을 향상시키기에는 셋 

이상의 분류기  둘 이상의 정 정에 따르

는 보수 인 방식의 결합 분류기가 유용했으며, 

재 율을 향상시키기에는 좋은 성능을 가진 복

수의 단일 분류기  하나 이상의 정 정에 

따르는 극 인 방식의 결합 분류기가 유용하

다. 종합 성능인 F척도를 살펴보면 보수 인 

방식의 Two_TOP3와 Two_ALL은 F1 기 으

로 단일 분류기 최고 성능보다 좋은 결과를 보

고, 극 인 방식의 Any_TOP2와 Any_TOP3

는 정확률을 더 강조하는 F0.5 기 에서 단일 

분류기 최고 성능보다 좋은 결과를 보 다. 이

를 통해 종합성능인 매크로 F1은 13.2%, 매크

로 F0.5는 11.0% 향상시킬 수 있었다.

실험 결과에서 단일 분류기인 NB 분류기를 

이용할 경우에 0.6 이상의 매크로 재 율을 얻

었고, 보수 인 결합 분류기인 Any_TOP2를 

이용할 경우 정확률 하 없이 0.8 이상의 매우 

높은 재 율을 얻었다. 그러나 정확률의 경우

에는 단일 분류기  가장 좋은 SVM의 매크

로 정확률이 0.3774에 머물 고 결합 분류기인 

Two_ALL을 사용하더라도 0.4293 정도로 나

타나서 반을 넘기기가 어려웠다. 물론 통제색

인어휘의 사용이 재 율을 향상시키는 것에 주

된 목 이 있으므로 이와 같은 결과가 기 에 

크게 어 나는 것은 아니지만, 추후에는 정확률

의 향상을 도모할 수 있는 다른 략의 개발도 

필요할 것이다.
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